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L’assurance

Property and Casualty (P&C) Health & Life

Property : 
- Résidence principale
- Voiture
- Les bureaux 

Casualty (Responsabilité civil):
- Dommages dans un accident à un 
tiers
- Faute médicale

- Une assurance contre un certain 
groupe de maladie
- Une assurance pour le travail
- Une assurance vie 



  

La fraude à l’assurance
45 milliards 

2.5 milliards 

FranceEtats-Unis 

Deux types de fraudes :

Fraude Dure : Invention complète d'un sinistre (ex: faux accident, 
incendie volontaire). 

Fraude Simple : Exagération des dommages d'un sinistre réel pour 
inclure des dégâts antérieurs. 



  

Présentation de l’organisme d’accueil

● Shift Technology est une entreprise 
française fondée en 2014 qui a pour but 
de détécter la fraude via l’intelligence 
artificielle

● Elle compte avec plus de 500 salariés 
● Elle a des bureaux à Paris, Boston, 

Mexico, Japon, Singapour, Londres, 
Madrid et Brésil 

● J’ai intégré l’entreprise en tant que data 
scientist



  

Objectifs du stage
► Appuyer mon encandrant avec la gestion de trois clients d’amérique latine PnC 

► Amélioration constante des algorithmes mis en production
► Création de nouveaux algorithmes pour la détéction de fraude
► Présentation hebdomadaires avec les clients

► Mettre en production un modèle de Machine Learning pour la détection de fraude matérielle et 
corporelle.
► Calibration d’un modèle de machine learning pour un assureur espagnol pour des dommagements corporels
► Participation dans le build d’un deuxième client espagnol, conception des deux modèles de machine learning

► Génération du dataset, nettoyage des données, entraînement du modèle, mise en production

► Développer des cas de démonstration pour les équipes commerciales. 
► Création ou adaptation de 15 cas démos pour l’équipe de Pre Sales et GoToMarket de sorte à montrer les 

capacités du logiciel

Demo Demo
Demo

ML
ML

Demo

ML
Pnc Latam

Pnc Latam Pnc Latam Pnc Latam Pnc LatamDistribution du temps



  

Outils et méthodologies
► Pour la calibration et création scénarios; comme pour la création des cas de démonstration

► Le langage de programmation était le C#, avec l’utilisation de LINQ
► SQLServer pour la gestion des bases de données

► Pour la partie Machine Learning
► Python, en utilisant les librairies pandas, pandas-profilling, numpy, matplotlib, et LightGBM 

► Pour l’intégration continue et la gestion de version
► La CI/CD était gérée avec TeamCity pour la génération des builds et la gestion des tests unitaires et Octopus 

pour le déploiement dans les différents tenants
► RDC (Remote Desktop Connection) pour l’accès au serveurs de production, préproduction et staging à 

distance
► Git et GitExtesions pour la gestion de version

De façon générale: 

► Excel pour le traitement des fichiers .csv et des manipulations simples des résultats

► Jira pour la gestion des tickets et Confluence pour la documentation



  

Force
● Force est le logiciel de détéction de 

fraudes et récéption de sinistres

● Le logiciel n’est pas unique pour 
tous les clients, du fait que pas tous 
les clients ont les mêmes besoins.

● Le processus de construire une 
solution pour un client est un build



  

De la récéption des données aux alertes I



  

De la récéption des données aux alertes II



  

Latam PnC – Calibration des scénarios
● Les scénarios sont les algortihmes de détéction de fraude, ils suivent des régles conditionnelles 

ClaimId Nom Date du 
sinistre

Date de 
souscription

Temps entre la souscription et le sinistre Le véhicule est de 
haute gamme

Un PV a été 
établie

Le 
sinistre 
est une 
fraud 
avérée

Alerte 
envoyé

528491 Delon, Alain 01-08-25 30-07-25 2 jours 1 0 1 1

9344 Belmondo, 
Jean-Paul

01-08-25 05-07-25 26 jours 1 1 0 1

280825 Bardot, 
Briggite

02-08-25 15-07-25 17 jours 0 0 0 0

Une alerte est envoyé si toutes les variables primaires sont “activées”, 
dans le cas des variables secondaires, elles servent à donner une 
explication à des faits qui pourrait être perçu comme suspicieux

L’objectif des calibration est d’augmenter le nombre d’alertes sans 
augmenter le nombre de faux positifs 



  

● Au cours du stage nous avons réalisés nombreuses calibration de scénarios; celles-
ci sont demandés par le client avant du sprint jira

● Une fois la calibration éffectué, on présente les test faits en préproduction
● Si le client valide, le changement passe à production
● Exemples de calibration éffectués: 

– Changements dans les scénarios de souscription récente
– Changement dans le scénario de résponsabilité civile
– Que certains contrats d’assurances ne déclenchent aucune alerte 
– L’envoie automatique des alertes par mails

Latam PnC – Calibration des scénarios



  

Latam PnC - Création de nouveaux scénarios



  

Machine Learning

Objectif : Entraîner et déployer un modèle de classification binaire pour détecter des 
fraudes sans motif évident, que les scénarios à règles ne peuvent pas attraper. 

Défis majeurs de la détection de fraude en ML :

1) Fort déséquilibre des classes : Le nombre de sinistres frauduleux (classe 
minoritaire) est extrêmement faible par rapport aux sinistres légitimes. 

2) Incertitude des labels : De nombreux sinistres étiquetés "sans fraude" sont en 
réalité des fraudes non détectées, ce qui "pollue" les données d'entraînement.

Framework choisi : LightGBM



  

Machine Learning – Génération du dataset 
● Nous disposons de deux data set pour l’entraînement: bodily_injuries_fraud et  material_damages_fraud

● Les données viennent du data model, pas de données raw du client

Material Damages Data
► 131 000 sinistres 
► 3.5% des sinistres sont frauduleux

Les données historiques contiennent tout 
2024
Les données récentes contiennent les 
données de mars, avril et mai 2025

Bodily Injuries Data
● 21 00 sinistres 
● 2.5% des sinistres sont frauduleux

Plusieurs features ne sont pas présentes 
dans le dataset ce qui a rendu 
l’entraînnement problèmatique



  

ML – Nettoyage des données 
Filtrage des sinistres dupliqués : suppression des entrées présentant le même identifiant ou des informations 
identiques sur plusieurs variables clés.

Uniformisation des types de données : vérification que les champs numériques, textuels et de dates sont 
correctement typés dans l’ensemble des fichiers.

Harmonisation des formats : par exemple, s’assurer que les dates sont dans un format unique et que les noms 
de marques ne présentent pas de variations orthographiques

Vérification des valeurs aberrantes : détection et traitement des âges, durées ou montants manifestement 
incohérents.

Gestion des valeurs manquantes : identification des champs incomplets et choix d’une stratégie adaptée 
(imputation, suppression, etc.)

On utilise l’outil de pandas-profilling qui peut nous donner des informations précieuses sur le dataset



  

Impossible de regarder toutes les features, ainsi nous prennons un modèle 
d’un autre client et nous regardons le profilling des 20 premières variables

Après l’entraînement on va re-regarder le profilling pour être certain que 
les top features n’ont pas beacoup de valeurs manquantes



  

ML – Entraînement 



  

ML– Choix du modèle



  

ML-Métriques 



  

ML - Mise en pré-production

Le modèle est déployé dans un serveur 
indépendant de préproduction

Il est composé de plusieurs JSON et un YML. 
Les .json contiennent les poids du modèle, les 
features et leur importance et l’ordre dans 
l’arbre.

Le fichier .yml explicite la localisation des fichiers 
.json

Une API propre de Shift gère l’intéraction entre 
les deux outils.

PCP1 

MLServer



  

ML - Mise en production 

● Le scénario est testé en préproduction pour être certain que des alertes sont bien 
envoyés

● Un threshold est choisi en fonction des alertes qui sont vraiment envoyés
● On regarde les premières 20 sinistres, et on regarde les indices de Shapley pour être 

certain qu’en pratique une seule variable ne “monopolise” pas le modèle
● J’ai regardé toutes les alertes du modèle des dommages corporels et une 

cinquantaine du modèle de dommages matériels
● Une fois les alertes pertinentes triées, on présente les alertes et la volumétrie au 

client
● Le modèle et déployé à production et le code mergé à develop



  

Cas de démonstration



  

Recul d’expérience
● Pendant ce stage j’ai pu apprendre à: 

– Travailler dans un code complexe et robuste, dans lequel des centaines de 
personnes contribuent.

– A écrire du code propre, lisible et des PR structurés
– A comprendre toutes les étapes d’un modèle de ML, et comment celui-ci est mis en 

production
– Comprendre le fonctionnement d’une entreprise, les différentes équipes et leurs 

intéractions
– Avoir des bases très solides en C#, POO, SQL et Git
– Surtout, avoir de la réponsabilité vers le travail et un engagement avec les dates 

impartis
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